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요 약 

 
본 논문은 Segmentation 성능 향상을 위해 BDD100K 데이터셋을 활용하여 다양한 손실 함수의 성능을 분석한다. 

특히, Tversky, Dice, BCE 손실 함수를 기반으로 모델의 성능을 비교하여 Tversky(𝛼, 𝛽= 0.3)가 가장 높은 IoU를 보여주었다. 

     실험을 확장하기 위한 Tversky의 가중치를 변경하고 BCE-Dice의 비율을 조절하여 진행한 결과, 여전히 Tversky(𝛼, 𝛽= 0.3)가 

 49.43%로 다른 손실 함수 대비 최소 0.81%, 최대 4.77% 높은 IoU를 기록하였다. 

 

 

  

Ⅰ. 서 론 

Segmentation은 컴퓨터 비전 분야에서 핵심적인 작업으로, 객체의 

영역을 정확하게 분할하는 것이 그 목적이다. 인공지능을 활용한 이미지 

인식, 의료 영상 분석, 자율 주행 등 다양한 분야에서 Segmentation 은 

점차적으로 중요성을 갖고 있다. 이러한 다양한 분야에서 효과적인 

Segmentation을 수행하기 위해서는 모델의 학습에 사용되는 손실 함수

를 올바르게 선택하는 것이 핵심이다. 기존의 많은 논문들은 

Segmentation에 적합한 다양하고 효과적인 손실 함수들을 제시해왔다. 

그러나 다양한 환경에서 효과적인 손실 함수를 선택하는 것은 여전히 도

전적인 과제로 남아 있다. 이 논문은 다양한 손실 함수를 탐구하고, 각 

손실 함수의 성능을 분석함으로써 보다 효과적인 Segmentation 모델을 

구축하는 데 기여하고자 한다. 

 

Ⅱ. 본론 

본 논문에서는 ResNet50[1]기반 FPN[2]을 사용하였으며, 기존 

BDD100K[3]의 DAS(Drivable Area Segmentation)데이터셋 중 

70000개의 train을 21000개로, 10000개의 validation을 3000개로 감

소시킨 환경을 구축하였다. 이후 Tversky[4], Dice[5], BCE(Binary 

Cross Entropy)[6], 3개의 손실함수를 기준으로 설정된 환경에서 

Epochs값은 50으로 진행하였다. 

  

그림 1. 손실 함수 수식 

Dice 손실 함수는 클래스 간의 정확한 Segmentation을 위한 손실 함

수로써 주로 이미지 Segmentation에서 사용되는 함수이다. 클래스 간

의 IoU(Intersection over Union)[7]를 개선하며 유사성을 측정하는데 

클래스 불균형으로 손실이 높게 나와 다른 클래스를 예측할 수 있다는 

단점이 존재한다. Tversky 손실 함수는 이러한 점을 보완하기 위해 

FP(False Positives)와 FN(False Negatives)에 가중치를 조절할 수 

있는 매개변수를 도입한 함수이다. Tversky 손실 함수의 가중치를 0.5

로 설정한다면 Dice 손실 함수와 값이 동일 해진다.[4] BCE은 클래스

의 불균형을 해결하기 위해서 만들어졌다.  

이후 다양한 성능 비교를 하기 위해 BCE-Dice 손실함수의 각 비율

을 변환하면서 진행하였다. BCE-Dice 손실 함수는 Dice 손실 함수와 

BCE 손실 함수를 결합한 것으로 Dice 손실 함수는 두 집합 간의 유사

성을 측정하는데 사용되며. BCE 손실 함수는 이진 분류 작업에서 주로 

사용되어 두 확률 분포 간의 차이를 최소화한다. BCE-Dice 손실 함수

는 위의 두 함수를 조합하여 이진 분류와 Segmentation 작업에서 두 

가지 측면을 모두 고려하여 픽셀 단위의 확률 예측과 Segmentation 결

과의 정확성을 측정한다. 기준점을 잡기 위해 처음은 각 함수의 비율을 

1:1로 설정하여 진행한 후 수정했다. 수정 기준은 BCE 손실 함수 보다 

Dice 손실 함수를 사용했을 때의 성능이 더 높아 각각 0.43:1과 0.25:1

의 비율로 설정하였다. 초기에 설정한 0.3에서 0.2로 수정하였고, 그 결

과 Dice 손실 함수와는 동일한 IoU 값이 나타나 기존의 설정한 𝛼, 𝛽(=

0.3)보다는 낮은 수치가 도출되었다. 위와 같이 값 또는 비율을 임의로 

변경하여 실행하였다. 결과들을 전반적으로 보아 Tversky 손실 함수의 

성능이 상위권을 차지하였고, 그 아래로는 Dice 손실 함수와 BCE 손실 

함수의 비율을 수정하며 진행한 결과값들이 Dice 손실 함수의 비율이 

높은 순으로 표가 이루어졌다. 

 

Ⅲ. 결론 

손실 함수의 종류 IoU 

Tversky(𝛼, 𝛽 = 0.3) 49.34% 

Dice 48.53% 

Tversky(𝛼, 𝛽 = 0.2) 48.53% 



BCE-Dice (0.25:1) 46.88% 

BCE 46.87% 

BCE-Dice (0.43:1) 45.97% 

BCE-Dice (1:1) 44.57% 

표 1. 손실 함수의 종류, 비율 별 결과값  

 

 본 논문에서는 다양한 손실 함수들 중 Tversky 손실 함수(α, β = 0.3)

가 BDD100K-DAS 데이터셋을 사용한 Segmentation에서 가장 높은 

IoU 값인 9.34%을 나타났다. 이는 Dice 손실 함수와 비교했을 때 약 

0.81% 높은 결과이며, BCE 손실 함수과는 약 2.47%의 차이를 보여준

다. 

또한,  BCE-Dice 손실 함수의 다양한 비율 변화를 통해, Dice 손실 

함수의 비율이 높을수록 성능이 향상된다는 사실을 확인할 수 있었다. 

BCE-Dice(0.25:1)의 경우 Dice 손실 함수와는 1.65%, BCE-Dice 

(1:1)와는 3.96%의 성능 차이가 나타났다. 이러한 결과는 Dice 손실 

함수가 BDD100K-DAS 작업에 있어서 중요한 역할을 하며, Dice 손실 

함수의 비율의 조정을 통해 성능을 최적화할 수 있다는 점을 파악할 수 

있다. 따라서 다양한 손실 함수의 조합과 데이터셋에 맞는 함수의 율에 

따라 효과적인 손실 함수 선택을 가능케 하는 관점을 제시한다. 
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