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요 약

손실 함수의 평탄화(flatness)는 모델의 generalization과 관련이 있다는 연구 결과들이 있으며 이평탄화를 이용해 generalization 능력을향상시키고자

하는연구들이 활발히 진행되고 있다. 본 논문에서는 평탄화를 이용해 편향 제거(debiasing) 성능을 높이는 새로운 방법을 제시한다. 실험을 통해 기존

baseline 모델의 debias 성능을 향상시킴을 보인다.

Ⅰ. 서 론

인공 신경망의 성능은 학습에 사용되는 dataset에 큰 영향을 받는다.

dataset을 구성하는 data에 target label과 강한 상관관계를 갖는

attributes가 존재한다면 모델은 data에 존재하는 attributes에 집중하여

학습할 것이다. 이러한 학습과정이 문제가되는이유는이러한 attributes

가 학습하기 쉬운 attributes이며 강한 상관관계를 갖는 줄 알았던 target

label과의 관계가 모든 data에 대해 만족하는 상관관계가 아니기 때문이

다. 이렇게 학습된 모델은 해당 attributes를 갖지 않는 동일한 target

label을 가진 data에 대해 잘못된 예측을출력할것이고 이는 성능 하락으

로 이어진다. 모델 학습 시에 모델이 얻게 되는 이러한 편견(bias)를 제거

하고자 하는 debiasing 방법들이최근많이 연구되고있다. 이러한방법에

는 크게 resampling [1], SSL을 이용한 더 좋은 representation 학습 [2],

last-layer 재학습 [3] 방법이 있다.

손실 함수의 평탄화(flatness)는 모델 generalization과 관련이있다는 연

구들이 있으며 이를 이용해 generalization 능력을 향상시키고자 하는 연

구들이활발히 진행되고있다. 대표적으로각 data samples의 gradient of

loss를 손실 함수에 직접 추가하여 최소화함으로써 손실 함수의 gradient

를 작게 만들어 평탄화를 진행하는 Explicit gradient regularization [4],

optimization trajectory를 따라  ≈ 가 만족함을 이용

하여 를 최소화함으로 평탄화를 진행하는 방법 [5]이 있다.
본 논문에서는 평탄화를 이용하여 debiasing을 진행하는 새로운 방법을

소개한다. 각 data sample마다 flatness를 측정하여 각 sample이

generalization에 미치는 영향을 계산한다. 그리고 이 영향을 손실 함수에

추가하여 함께 최소화함으로써 debiasing을 진행한다.

Ⅱ. 본론

본 논문에서는 평탄화와 generalization의 관계를 이용한 새로운

debiasing 방법을 제안한다. 각 sample 별 Fisher information matrix의

trace를 구하고 가장 큰 trace를 갖는 sample에 대해 최소화하는 것으로

debiasing을 진행한다. training distribution , model distribution

에대해 Fisher information matrix는 다음과같이 나타낼수
있다.
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이에 따라 trace of FIM (Fisher Information matrix)는 다음과 같이 나타

낼 수 있다.
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여기서 는 학습 데이터 sample에 대한 index를, 은 학습 데이터 개

수를 나타낸다. 위 식으로부터 sample  에 대한 trace of FIM은
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 으로 나타낼

수있다. flatness와 generalization 사이의관계에서 gradient of loss가 크

면 generalization 성능이 떨어지고 gradient of loss가 작으면

generalization 성능이 올라가는것을 여러연구들에서 볼수있었다. 이러

한 관측으로부터 알 수 있는 것은 각 sample  의 flatness

 값은 서로 다르고 큰 값을 나타내는 samples는

generalization 성능을 저해한다는 것이다. 모델 학습 시에 bias를 학습하

는 것을 고려했을 때 이렇게 큰 flatness 값을 나타내는 특정 samples 에

대해 모델은 올바르게 학습하지 않았다는 것을 뜻하고 이에 대한 학습을

올바르게 진행하여 모델을 debiasing할 수 있다는 것을 생각할 수 있다.

이를 위해 아래의 최적화 문제를 제안한다.



Avg Worst

ERM 97.3 60.0

DRO 93.2 86.0

Ours 91.94 84.58

Table 1. ERM 및 debiasing 방법 성능 비교

min    ≤ ∀ ∊   

학습 데이터 중에 flatness가 큰 sample 에 대해  를 최

소화하여 debiasing 성능을개선할수있으며이를위해위와같은최적화

문제를 제안한다. 위 문제를 Lagrangian의 형태로 바꾸고 primal-dual

problem을 푸는 방법으로 debiasing 문제를 해결한다.

제안한방법이 유의미한 debiasing 방법으로모델의 성능향상을 가져오

는지 확인하기 위해 ResNet-50 모델과 Waterbirds 데이터를 이용하여

accuracy 및 worst group accuracy (WGA)를 측정했다. 실험결과는 아

래 표에 나타나 있으며 기존 debiasing 방법들과 마찬가지로 validation

set을 이용해 earl stopping을 사용하였다. 기존 debiasing 방법 중 널리

사용되는 DRO 방법과 비교했을 때 약간 성능이 낮지만, ERM과 비교해

큰 폭으로 성능이 향상했음을 볼 수 있다.

Ⅲ. 결론

본 논문에서는 flatness와 generalization 사이의 관계를 이용하여 새로

운 형태의 debiasing 방법을 제안하였다. 또한 실험을 통해WGA 측면에

서 성능향상을 이끌어냄을 보였다.
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