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요 약

머신러닝과 6G 기술이 발전함에 따라, User devices는 Deep Neural Network (DNN) task를 수행하기 시작한다. 해당
task를 수행하기 위해서 각 user는 자신이 가지고 있는 데이터셋으로 로컬 모델을 학습한다. 하지만, 컴퓨팅 자원의
부족 등으로 각 user는 방대한 데이터셋을 가지고 학습하기에는 한계가 있다. 따라서 다른 user의 knowledge를 공유하기
위해 하나의 Base Station (BS)를 두고, User들이 로컬 모델의 파라미터를 공유하는 Federated Learning (FL)
이 많이 연구되고 있다. 이때 각 로컬 데이터셋의 양만을 고려하여 weight를 결정하는 Federated Averaging (FedAvg)
기법은 일반적으로 성능이 뛰어나지만, non-i.i.d 데이터셋에서는 취약함을 드러낸다. 따라서 본 논문에서는 non-i.i.d 데이
터셋에서도 User-Basestation (UE-BS) 네트워크의 지능 증강을 효과적으로 달성하기 위해 로컬 데이터셋의 엔트로피와,
지니불순도를 고려한 FL 기법을 제안하고,해당 기법이 FedAvg기법보다 지식 증강을 효과적으로 달성할 수 있음을 입증한다.

Ⅰ. 서 론

머신러닝과 6G 기술이 발전하면서, User devices는 Deep Neural

Network (DNN) task를 수행한다. 이를 위해각 유저는 자신이 수집한 로

컬 데이터셋으로 모델을 학습하고 task를 처리한다. 하지만, 일반적으로

각 user device의 컴퓨팅 자원은 부족한 경우가 많기에 방대한 데이터셋

으로 모델을 학습하는 것이 어렵고, 이에 따라 성능이 나빠질 수 있다. 이

를 해결하기 위해 방대한 데이터셋을 직접 학습하지 않고도, 다른 유저의

knowledge를 sharing 할 수 있는 기법인 Federated Learning (FL)이 활

발히 연구되고 있다 [1]. FL은 유저 각자의 데이터셋으로 각자 로컬 모델

을 학습한후 학습의결과인 로컬 모델 파라미터를 BS로 전송하고, BS에

서 다시 글로벌 파라미터를 계산하여 모든 유저에게 다시 공유하는 것이

다. 이때, BS에서는각 로컬 데이터셋의양을 weight로 주어서 로컬 파라

미터들의 평균을내는 기법인 FedAvg 기법이 자주이용되고 있다 [2]. 하

지만 해당 기법은 로컬 데이터셋이 non-i.i.d인 경우 글로벌 모델이 잘 수

렴하지 않는, 즉 UE-BS 네트워크의 지능 증강이 활발히 일어나지 않는

경우가 많다 [3].특히, 일반적으로 유저의 데이터셋은 유저만의특성을반

영한 경우가 많으므로 non-i.i.d 분포를 따르는 경우가 많다.

이에 본 논문에서는 다수의 non-i.i.d 데이터셋을 가진 유저들과 BS가

FL을 진행할 때, 유저 데이터셋 분포의 엔트로피와 지니불순도를 고려한

FL 기법을 제안하고, 시뮬레이션을 통해 제안 기법이 네트워크의 지능증

강과 높은 업무효율을 효과적으로 달성할 수 있음을 입증한다.

Ⅱ. 시스템 모델

본 논문에서는  개의 유저들이 각자의 데이터 셋을 가지고 로컬 모델

을 학습한 후 로컬 모델의 파라미터를 BS로 보내는 환경을 고려하였다.

이때,  번째유저가 가지고있는데이터셋의클래스의 개수는 다. 또
한 각 유저들은 BS에게 자신의 데이터셋 분포의 엔트로피와 지니불순도

를 전송한다. 여기서 데이터셋 분포의 엔트로피는 데이터셋에 속한 데이

터 클래스의 다양성을 의미한다. 즉 데이터셋 분포의 엔트로피 값이 클수

록 더 다양한 데이터 종류를 가지고 있음을 의미하고, 다음과 같이 구할

수 있다.

     
  log  (1)

여기서  는 번째클래스에속한데이터가뽑힐확률이다. 두 번째
로고려한지니불순도는 데이터클래스분포가얼마나 균일하게분포되어

있는지를측정하는 데사용된다. 즉 지니불순도값이클수록데이터클래

스 분포가 균형잡혀있다는 것을 의미하고, 아래와 같이 구할 수 있다.

    
    (2)

각 유저들이 모두 로컬 파라미터, 엔트로피, 지니불순도를 전송한 이후에

BS는 해당 정보를 가지고글로벌 모델을 다음과 같이 업데이트하고 글로

벌 파라미터를 개의 유저들에게 다시 전송해준다.
    

    (3)

여기서 는 번째 유저의 ∈ 번째 iteration의 로컬 파라미터이

고  은 번째 iteration이 끝난 후 업데이트된 글로벌 파라미터,



는 학습률이다. 마지막으로 는 weighted coefficient로 정규화된 엔트
로피와 지니불순도의 weighted sum으로 다음과 같이 구하고 해당 식에

서  ≤  ≤ 을 만족한다.
     

  
     

  


(4)

다양한 종류의 데이터를 가지고 로컬 모델을 학습한 유저가 적은 종류의

데이터를 가지고 학습한유저보다 task를 위한성능이좋은 knowledge를

가지고 있을 가능성이 높다. 따라서 엔트로피가 높은 데이터셋을 가진 유

저에게 더 높은 weight를 부여한다. 또한 데이터는 다양하더라도 하나의

종류의 데이터를 다른 종류의 데이터에 비해 엄청나게 많이 가지고 있다

면 task를 처리하기위한성능이좋지않은 knowledge를 가질수있기에,

지니불순도 값이 높은 데이터셋을 가진 유저에게 더 높은 weight를 부여

하여 글로벌 모델의 성능을 높여서 전체 네트워크의 지능 증강을 달성하

고자 한다.

Ⅲ. 실험 및 성능평가

본 논문에서 제안한 기법의 성능을 평가하기 위해 7 개의유저가 각자의

데이터셋을 가지고 하나의 BS과 함께 FL을 하는 환경을 구성하였다. 또

한 데이터셋은 MNIST를 이용하였고 유저들의 non-i.i.d 환경을 위해 유

저1 - 유저5는 한 종류의 데이터만 가지도록 하였고, 유저6과 유저7은 일

곱 종류 이상의 데이터를 가지도록 구성하였다. 데이터셋의 양은 각 유저

별로 20개에서 40개사이로랜덤하게발생시켰다. FL에 참여하고있는 유

저와 BS는 ResNet 모델을 학습한다. 각 유저은 1 번의 global epoch을

하기 전 3번의 local epoch을 진행하고 총 40번의 global epoch을 진행하

였다. 마지막으로여러번의 실험을 통해   로 설정하였다. 성능을
평가하기위해 본논문에서제안한기법을이용했을때와 FedAvg 기법을

이용했을 때의 모델의 Loss와 Accuracy를 비교한다.

그림 1과 그림 2는 각각모델의 Loss와 Accuracy를비교한그림이다. 글

로벌 모델의 Loss는 본 논문에서 제안한 기법을 이용했을 때가 FedAvg

기법을 이용했을 때보다 항상 더 낮은 값을 가지는 것을 확인할 수 있다.

그림 2에서는 모델의 Accuracy를 나타낸 것이다. 우선 모델의 Accuracy

가 수렴하기 전까지는 두 기법에서의 Accuracy가 더 높았다가 낮았다가

를 반복한다. 하지만, 본 논문에서 제안한 모델의 Accuracy가 수렴하고

난뒤부터는항상 FedAvg 기법보다성능이좋음을확인할수있다. 수렴

또한본 논문에서제안한기법에서는약 Epoch = 15 일때부터하는것을

확인할 수있고, FedAvg 기법에서는약 Epoch = 25 일때부터하는 것을

확인할 수 있다. 즉, 수렴 속도 또한 본 논문에서 제안한 기법에서 훨씬

빠른 것을 확인할 수 있다.

Ⅳ. 결론

본논문에서는 여러개의유저와하나의 BS가 FL을 할 때, BS에서 글로

벌 파라미터를 업데이트하는 기법을 제안했다. 데이터셋 분포의 엔트로피

를 통해 데이터 종류의 다양성과, 데이터셋 분포의 지니불순도를 통해 데

이터가 얼마나 균등하게 분포되어 있는지를 동시에 고려함으로써

non-i.i.d 데이터셋에서의 기존 FedAvg 방식보다 Accuracy가 좋아졌음

을보였다. 즉, 전체네트워크의지능증강이효과적으로이루어졌다. 또한

Accuracy가 높은 곳으로 수렴하는데까지 걸리는 시간도 짧아졌는데, 이

를 통해 향후 새로운 유저의 업무 효율을 증가시킬 수 있다.

(그림 1) FedAvg와 제안한 기법의 Test Loss 비교

(그림 2) 제안한 기법과 FedAvg 사이의 Test Accuracy 비교
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