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요 약
본논문은임베디드환경에서실시간으로병원성기침음성을분류하는딥러닝모델을제안한다. 입력데이터는딥러닝모델의
추론 결과로 배경음, 정상인 모사기침, 병원성 기침의 세개 클래스로 분류한다. 임베디드 환경에서 실시간으로 추론하기 위해
MnasNet을기반으로모델의정확도, 추론응답시간, 목표응답시간을최적화한 EfficientNet을사용하여학습및평가를실시하
였다. 학습 및 평가 결과 EfficientNet-B3를 사용하였을 때 가장 높은 정확도와 F1-Score를 달성하였으며, 임베디드 환경에서
1초의 데이터를 입력으로 사용하는 경우 실시간으로 병원성 기침 분류가 가능하다.

            

Ⅰ. 서 론

 감기와독감같은호흡기질환은매년유행하며, 특히코로나-19는전세계

적인대유행을일으켰다. 호흡기질환은바이러스, 세균, 진균등의다양한

병원균에의해발생하며기침으로인한비말전파로확산된다[1]. 기침은

호흡기질환의초기단계에서발생한다는것을고려할때병원성기침을빠

르게인식하는것이중요하다. 최근에는기침소리를이용한병원성기침을

분류하는연구가활발히수행되고있으며[2] 딥러닝을이용하여호흡기질

환을검출하는연구도진행되고있다[3].

 기존의기침음성분류연구는이진분류문제(Binary classification)로접

근하여음성신호에서기침소리가포함되어있는지판단하거나, 기침이포

함된음성신호에서병원성기침여부를판단한다[4]. 하지만실제환경에

서는배경음과같은기타음성신호가포함되어있어다중클래스분류문제

(Multi class classification)로접근해야한다. 또한, 기존의기침음성분류

모델은고성능GPU를사용하여[5] 컴퓨팅성능이제한되는임베디드환경

에서는실시간추론이어려울수있다.

 따라서본논문에서는임베디드환경에서실시간으로딥러닝을이용해병

원성기침, 정상인의모사기침, 배경음을분류하는모델을제안한다. 제안

하는모델은일정간격의기침음성신호로부터특징을추출한다. 추출된음

성특징을딥러닝모델의입력으로사용하여세개의클래스로분류한다.

 본논문의구성은다음과같다. 2장에서는제안하는딥러닝모델에사용된

음성신호의수집및전처리프로세스를소개한다. 3장에서는추출된특징

정보를사용하여딥러닝모델학습결과및임베디드환경에서의추론속도

를서술하고 4장에서결론을맺는다.

Ⅱ. 데이터 수집 및 전처리

 본연구를위해사용된데이터세트의구성은표 1과같다. 배경음및정상

인모사기침은한국인기침음성데이터세트를사용하였으며, 병원성기침

은대전광역시충남대학교병원의호흡기내과에방문한환자의기침음성

을수집하여활용하였다. 수집된데이터는 1초내외의데이터로구성하여

배경음, 모사기침, 병원성기침으로분류하였다.

Class 병원성 기침 모사 기침 배경음 Total

Number 422 988 421 1,831

표 1. 클래스별 수집 데이터 수

 데이터세트는딥러닝모델의입력으로사용하기위해전처리를실시한다. 

음성신호의주파수는입력되는마이크의성능에따라달라짐으로하나의

샘플레이트(Samplerate)로 일치시켜야한다. 본연구에서는 입력 샘플레

이트를 44.1 kHz로결정하고입력데이터의샘플레이트가 44.1 kHz가아

닌경우이를맞춰주는리샘플링(Resampling) 단계를거친다. Resampling

이완료된후음성데이터를모노(Mono) 채널로변환한뒤, 음성신호의길

이를학습시간간격과일치시킨다. 만약음성신호가학습할시간간격보다

짧다면 0으로패딩(Padding)을하며, 반대로음성신호가학습시간간격보

다길다면앞에서부터잘라 1초길이만사용한다. 

 수집된데이터세트수는모델별입력과출력사이의관계를학습하기에충

분하지않아과대적합(Overfitting)이나타날수 있다. 본연구에서는원본

오디오에배경잡음을추가하는어데이터증강(Data Augmentation) 기법

을사용하였다. 배경잡음은에어컨, 공항, 병원 소리데이터세트를사용한

다[6]. 음성 신호에 배경 잡음을 추가하기 위해 신호 대비 잡음 비

(Signal-to-noise ratio, SNR)를계산하여음성신호를결합한다. 배경잡

음이 추가된 이후 특징을 추출한다. 음성 신호의 특징정보는

Mel-Spectrogram, MFCC(Mel-Frequency Cepstral Coefficient), 

CQT(Constant-Q Transform)를각각추출한뒤결합하여하나의채널로

사용한다.

Ⅲ. 모델 학습 및 평가

3.1 모델선정및학습

 최신의 CNN 모델들은높은정확도를달성할수있지만모델의크기가커

짐에따라추론속도가감소하고연산비용이증가하고있다. 제한된자원에

서실시간으로추론이이루어지기위해서는정확도와추론시간사이에서



타협하여야한다[7]. 본연구에서는MnasNet을기반으로모델의정확도, 

추론응답시간, 목표응답시간을최적화한 EfficientNet을사용하였다[8]. 

EfficientNet은딥러닝모델의깊이, 너비, 입력데이터의크기사이의관계

를 compound coefficient를사용해최적의모델을구성하고높은성능을

달성할수있도록구현된모델이다.

 손실함수는 Cross Entropy Loss를사용하였으며, Cosine Annealing 학

습률스케쥴러를사용하였다. NVIDIA RTX A5000 GPU를사용하여 100 

epoch의학습결과정확도와 Loss 곡선은그림 1과같다.

그림 1. 모델 학습 곡선

3.2 모델성능평가

 모델의성능을평가하기위해배경음, 정상인모사기침, 병원성기침의음

성신호를각각 50개씩총 150개의데이터를사용하였고, 평가결과는표 2

와같다. 모델의크기가커짐에따라추론정확도와 F1-Score는향상되는

것을확인하였고EfficientNet-B3 모델을사용하였을때가장높은정확도

와 F1-Score를달성할수있음을확인할수있다. EfficientNet-B4 모델

을사용할때정확도가급격하게낮아지는것을알수있다. 그림 2는배경

음, 정상인모사기침, 병원성기침의MFCC 특징을추출한결과이다. 정상

인모사기침과병원성기침은특정대역폭에서유사한특징이나타나데이

터의복잡성이낮아지는현상으로과대적합이나타난것으로판단된다.

Model Acc. Loss Precision Recall F1-Score

EfficientNet-B0 98.000 0.572 0.980 0.980 0.980

EfficientNet-B2 95.333 0.601 0.959 0.953 0.954

EfficientNet-B3 98.667 0.565 0.987 0.987 0.987

EfficientNet-B4 91.333 0.637 0.927 0.913 0.914

표 2. 모델 평가 결과

     배경음 정상인 모사 기침 병원성 기침
그림 2. 클래스별 MFCC 추출 결과

3.3 임베디드환경추론속도분석

 임베디드환경에서실시간으로모델추론이가능한지확인하기위해 3.2

에서 가장 높은 성능을 보인 EfficientNet-B3 모델을 RTX A5000, 

i7-10700, NVIDIA Jetson Orin, NVIDIA Jetson Nano, Raspberry Pi 

4b를사용하였으며, 평균추론시간측정결과는표 3과같다. 모델의입력

에사용된음성신호는1 초로구성되어있어, Raspberry Pi 4b와같은저전

력임베디드환경에서도평균 0.8 초이내에추론이이루어져실시간추론

이가능함을확인할수있다.

Content Min Max Average

RTX A5000 0.013 0.729 0.018

i7-10700 0.125 0.138 0.129

Jetson Orin 0.032 0.196 0.033

Jetson Nano 0.100 0.930 0.100

Raspberry Pi 0.789 0.811 0.795

표 3. 임베디드 환경 추론 시간
단위: 초

Ⅳ. 결론

 본 논문에서는 임베디드 환경에서 실시간으로 병원성 기침 음성을 분류

하는모델을제안하였다. 다양한환경에서수집된배경음, 기침음성데이

터를 사용하여 음성 특징을 추출하고 이를 임베디드 환경에서 동작할 수

있는딥러닝모델을사용하여분류정확도를향상하였다. 향후에는속기침

과겉기침분류학습과이미지변환없이시계열분석기반의인공지능모델

을구현하여정확도와속도를향상시킬예정이다.
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